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ディープラーニングを用いた 

移動測定局における PM2.5濃度の予測 

Prediction of PM2.5 concentrations at mobile air quality monitoring stations using 
deep learning 
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微小粒子状物質（以下，「PM2.5」）による呼吸器・循環器系への影響に関する懸念が近年高まっている。県民への

早急な注意喚起の発令のため，濃度予測手法の確立が必要であると考えられるが，大気環境移動測定車による測定地点

（多賀城及び七ヶ浜）においては測定データが少なく，予測を行なうためのデータ量が不足している。本研究では，AI

（人工知能）技術の一種であるディープラーニングを用いて，両地点の周辺に位置する常時監視測定局のデータを基に

作成した拡張データを学習させ，両地点における 7 日後の PM2.5濃度（1 時間値）を予測した，その結果，AI に学習さ

せるデータ（以下，「教師データ」）の種類によって異なる予測精度が得られた。特に，両地点の周辺に位置する測定

局の過去の PM2.5若しくは浮遊粒子状物質（以下，「SPM」）の濃度データを学習させた場合により高い精度が得られ，

両地点において，実測値と予測値の相関係数は約 0.7 となった。 
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1 はじめに 

PM2.5 は代表的な大気汚染物質であり，呼吸器・循環

器系疾患の発生率や死亡率を有意に増加させることが明

らかになっている。そこで，県民への早急な注意喚起の

発令や大気汚染の未然防止に向けて有用な情報を得るた

めにも，PM2.5濃度の予測は重要であると考えられる。 

また近年，AI 技術が環境分野においても活用されるよ

うになってきている 1, 2)。環境分野における AI の活用は

数十年前から試みられてきたが，情報工学分野以外の研

究者が容易に AI を利用できる環境ではなく，また予測

精度も十分ではなかったため，実用化は進まなかった。

しかし最近では，家庭用の一般的なコンピュータに無料

で高性能な AI を搭載できる環境が整ってきており，AI

を用いて大気汚染物質の濃度予測を行う試みが報告され

るようになった。 

著者らはこれまで，ディープラーニングの一種である

再帰型ニューラルネットワーク（以下，「RNN」）を用

いて，塩釜保健所岩沼支所屋上にある常時監視測定局（岩

沼局）の測定結果を教師データとして，同地点における

1 週間後の光化学オキシダント（以下，「Ox」）及び

PM2.5濃度の予測に取り組んできた 3-5)。 

これらの研究においては，ある程度の予測精度（実測

値と予測値との相関係数 r が 0.70 以上）を確保するため

に，数年分の 1 時間値データが教師データとして必要で

あった。しかしながら，固定の測定局がない地域や，数 
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年分の教師データがない地点においても，濃度予測の必

要性は生じてくる。 

 

 

 

 

 

 

 

 

 

 

 

図１ 大気環境移動測定車による測定イメージ 

（２０２０年度撮影。なお，２０１７～２０１９年度

は車種・測定項目が異なる） 

 

 

 

 

 

 

 

 

図２ 移動測定局（多賀城・七ヶ浜）及び周辺局（福

室，塩釜）の位置関係 



 

宮城県多賀城市及び七ヶ浜町においては，大気環境移

動測定車（図 1）を用いて，2017 年度から図 2 に示す 2

地点（多賀城・七ヶ浜）において測定しているが，2017

年度から 2019 年度においては測定期間は 1 年のうち 4

週間（1 週間×4 回）であった。このような測定データ

が少ない地点についても，濃度の予測が可能となれば，

大気汚染常時監視体制の強化につながるため，予測手法

の開発が必要と考えられる。 

以上のことから，本研究では，取得可能なデータ量が

限られる地点における大気汚染物質濃度の予測を目的と

し，ディープラーニングを用いて多賀城市及び七ヶ浜町

における 7 日後の PM2.5濃度(1 時間値)の予測を試みた。 

 

2  予測方法 

一般的な AI 技術の区分を図 3 に示すが，AI 技術の一

種である機械学習のうち，多層化した（複雑な）ニュー

ラルネットワークを使用したものが「ディープラーニン

グ」と呼ばれている。本研究では，教師データによる機

械学習モデルの構築には，ディープラーニングのひとつ

である RNN を用いた。RNN は，時系列データの予測を

得意とする手法であり，気象，株価，顧客行動等の予測

に幅広く活用されている。 

図 4 に RNN の模式図を示す。通常のニューラルネッ

トワークでは，ある層の出力は，次の層の入力に利用さ

れるのみである。一方で，RNN では出力の一部が「再帰

的に」同じセルに戻る（図 4 中，隠れ層における赤色の

矢印）。この結果，ある時点での入力が，それ以降の出力

に影響を及ぼし，結果として時系列データの処理を行う

ことができる。 

開発環境については Jupyter notebook（Python3.5）

を使用し，RNN の実装においては TensorFlow 1.2.1 を

使用した。PC 構成はプロセッサに Intel Core i5，CPU

に 3.30GHz×2，メモリ 4GB を搭載したものを用いた。 

予測地点は，図 2 における 2 地点(多賀城・七ヶ浜)と

し，教師データとして 2017 年 5 月 30 日 1 時～2019 年

6 月 4 日 24 時を使用し，Google が提供する RNN を使

用してディープラーニングを行った。 

予測精度の評価には，大気環境移動測定車による測定

日（表 1）のうち 2019 年度分のデータを使用した。予

測対象は 1 週間（168 時間）後の多賀城又は七ヶ浜にお

ける PM2.5濃度（1 時間値）とし，168 時間前～現在ま

での連続データを用いて予測した。 

教師データの種類については，PM2.5 二次粒子の生成

機構 6)（図 5）等を参考に，周辺の常時監視測定局（福

室局及び塩釜局，図 2 参照）における長期欠測のないデ

ータを選定し，以下のとおりとした。 

①PM2.5 [μg/m3]（多賀城又は七ヶ浜） 

②Ox [ppb]（福室局） 

③NOx [ppb]（福室局） 

④PM2.5 [μg/m3]（福室局） 

⑤Ox [ppb]（塩釜局） 

⑥NOx [ppb]（塩釜局） 

⑦SPM [μg/m3]（塩釜局） 

⑧遷移状態が生じない場合における気相中の分子同士

の衝突による化学反応論 7)における，反応速度定数

の温度関数部分である T0.5×exp(-E/RT)（以下「K」

という。） 

 

 

 

 

 

 

 

 

 

図３ ＡＩ技術の区分 

 

 

 

 

 

 

 

 

 

 

図４ ＲＮＮの模式図 

表１ 大気環境移動測定車による測定期間 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

図５ ＰＭ2.5二次粒子の生成経路６） 
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⑧の補足として，衝突反応の模式図及び反応速度定数

の式を図 6 に示す。ここで，T の値は仙台管区気象台に

おける気温[K]，R は気体定数 [J/(K・mol)]，E は活性

化エネルギー[J/mol]を表す。なお，PM2.5の生成反応に

係る E の値については一般的に知られていないため，本

研究では NOxの酸化還元反応に係る Eの値 8)を参考に，

E=200 [kJ/mol]と仮定して各時間における T の値から

K を計算した。 

以上のうち少なくとも①PM2.5 [μg/m3]（多賀城又は七

ヶ浜）は教師データとして採用し，①に加えて②～⑧の

いずれか又はすべてを教師データとした場合における，

予測精度である実測値と予測値との相関係数（以下，

「r」）の変化を調べた。 

なお，教師データ（2017 年 5 月 30 日 1 時～2018 年

12 月 31 日 24 時）のうち大気環境移動測定車による測

定が行われなかった期間における①PM2.5 [μg/m3]（多賀

城又は七ヶ浜）については，以下の方法で拡張データを

作成し，教師データとした。 

1) 大気環境移動測定車による測定期間（表 1）のうち，

教師データに使用されている 2017 及び 2018 年度

の測定期間において，周辺局のうち最も欠測期間の

少ない福室局の PM2.5濃度と，多賀城及び七ヶ浜に

おける PM2.5濃度との回帰式(x：福室局の PM2.5濃

度，y：多賀城又は七ヶ浜における PM2.5 濃度，と

したとき，y=ax+b における定数 a,b)を求めた。な

お，求められた回帰式は以下のとおりであった（図

7，8）。 

多賀城 PM2.5＝0.952×福室 PM2.5＋1.2245 

七ヶ浜 PM2.5＝0.7332×福室 PM2.5＋2.6808 

2) 多賀城及び七ヶ浜のデータを用いてそれぞれ得ら

れた回帰式を用いて，大気環境測定車による測定が

行われなかった期間における多賀城及び七ヶ浜の

PM2.5濃度を計算し，拡張データとした。 

 

3 結果・考察 

予測精度の指標である r と，教師データの種類との関

係を表 2 に示す。表 2 より，多賀城においては福室局の

PM2.5 を，七ヶ浜においては塩釜局の SPM を学習させ

た場合に r が最も高い値となり，実測値をある程度再現

できたことが確認された（図 9，10）。 

この理由としては，2017～2019 年度において多賀城

では西寄りの風，七ヶ浜では北寄りの風の頻度が高かっ

たことから，風による PM2.5 及び SPM を含む大気の移

動が影響すると推察された（図 11）。 

また，K を教師データとして用いた場合にも比較的高

い r の値となったため，PM2.5 の生成機構には衝突反応

が関連していると考えられる。 

さらに，用意したデータ（2 の①～⑧）をすべて教師

データとした場合，r の値が最も小さくなった。このこ

とから，ディープラーニングでは教師データの種類が多 

 

 

 

 

 

 

 

 

 

  

図６ 気相分子同士の衝突反応の模式図７） 

 

 

 

 

 

 

 

 

 

図７ ２０１７～２０１８年度の測定期間における 

多賀城ＰＭ2.5と福室ＰＭ2.5の関係 

 

 

 

 

 

 

 

 

 

図８ ２０１７～２０１８年度の測定期間における 

七ヶ浜ＰＭ2.5と福室ＰＭ2.5の関係 

 

表２ 教師データの種類と r との関係 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 

いほど精度が向上するというわけではなく，関連度の高

い物質を選定する必要があることが示唆された。 

 

5 まとめ 

本研究では，RNN を用いて移動測定局における 1 週

間後の PM2.5濃度の 1 時間値を予測した。結果，教師デ

ータが少ない場合でも，周辺局における測定データをも

とに拡張データを作成しデータを補完すれば予測は可能

であった。またこの方法は，光化学オキシダントといっ

た他の物質の濃度予測にも適用できる可能性がある。 
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図９ 多賀城ＰＭ2.5と福室ＰＭ2.5を用いた場合の 

予測値と実測値 

 

 

 

 

 

 

 

 

 

図１０ 七ヶ浜ＰＭ2.5と塩釜ＳＰＭを用いた場合の 

予測値と実測値 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

図１１ 多賀城と七ヶ浜における風向頻度と位置関係 


